Modeéles de Markov Cachés

fabien campillo
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modéle de Markov vs modéle de Markov caché & 4 états cachés qui émettent
chacun un des quatre symboles A, C, G, T selon des probabilités différentes
[ pouvoir modéliser des séquences “moins homogénes” que les chaines de Markov
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étant données des observations yi.n, un modéle de Markov caché MIME suppose
que:

—on dispose d'une séquence cachée d'état X;.nx qui est une chaine de Markov

d'ordre /¢

— d'une séquence observée Y;.y qui — conditionnellement a la séquence cachée
X1y - est une chaine de Markov d'ordre &

présenté autrement cela signifie que Yq.y est une chaine de Markov dont la pro-
babilité de transition dépend d'un paramétre inconnu a valeurs dans X et que |a
suite cachée Xj.y de ces paramétres est une chaine de Markov d'ordre £

dans le transparent précédent, le schéma de gauche présente un modéle M1MO
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Y1.n est Markov d'ordre k dont la matrice de transition yn . dépend de Ia
valeur d'un processus caché Xi.xy = x1. qui est Markov d'ordre £ de matrice de

transition m ., c—a—d:

IP)<X1:N — Xl:N>
H ?(Xn — Xn|X(n—Z)\/1:n—1 — X(n—f)\/l:n—ll — H ﬂ-x(n—é)vl:n—laxn
n=1:N matrice de transition d’ordre /¢ n=1:N

P(Yl;]\[ — y1:N|X1:N — Xl:N>

H I\P<Yn — yn|Xn — XnaY(n—k)\/lzn—l — y(n k)\/ln 1 H Qp Y(n—k)vin—1:Yn
n=1:N

n=1:N matrice de transition d’ordre - dépend d'un état caché X,
avec la notation/convention: n V- m = inf{n,m} et sin > m alors {n: m} =0 et {Ypm = Yo} = 0 (mémo:
P(B|0) = P(B))
le modéle M1MO est le plus simple des HMM, c'est celui que nous détaillons main-

tenant
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¢ un croupier lance N fois un dé, on observe yi.ny = 623213453 - - - 13
¢ on le soupconne de parfois utiliser un dé pipé: comment déterminer quand, au
cours de ces lancés, a—t—il utilisé le dé pipé?

T, SN
la probabilité 1) associée au
m m dé est inconnue et dépend
" dé equilioré | TG, e pipé ) dun parametre a valeur dans
$E $E {F, L} dont I’évolution est dé-
gt W crite par une chaine de Mar-
$I§ $§ kov de probabilité de transition
G Jom, . Wi ) @ (ces paramétres sont incon-
(Fair) ’ (Loaded) nus )

[] déterminer ces paramétres & partir de la séquence observée yi.y permet de
répondre au probléme posé
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e LE MODELE (M1MO)

état non observé|une chaine de Markov Xy.y a valeurs dans X' (fini)

IP)<AX'1:77, — xl:n) — ?(Xl — Xll X H ?(Xn — Xn‘xn—l — Xn—l)

probabilité initiale "=V probabilité de transition

::l/xl ::ﬂ-xn_l’xn

observation| Yi.y a valeurs dans ) (fini), une suite indépendante conditionnelle-

ment & X{.n, c—a—d

P(Y1.n = yi.n|Xin = x1:n) H P(Y, = yn| Xy = x,)
n=1:N

probabilité d'émission
s
—l'occurrence de 'etat X,, = x produit |'émission Y,, = y avec probabilité ¢

— les observations sont recueillies a travers un canal sans mémoire



DEFINITIONS

e MODELE DE MARKOV CACHE
la loi de (Xi.n, Y1.nv) est entiérement déterminée par le modele M = (v, 7, %)

— loi initiale v, = Py (X{ = x)
— matrice de transition m, . = Pm(X,11 = 2'|X,, = )

— matrice des probabilités d'observation 1y = Pu(Y, = y|X, = )

"""" v ' o
Y Y, Y
OBSERVATIONS

_ _ _ X X
]P)M (XltN _ Xl:N7 Yl:N _ yl:N) _ Vxl 7TX1,X2 e 7TXN_1,XN wy} e wy]]\\; )
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ici M = (m,4): 7 décrit la transition du mode "honnéte” au mode “malhonnéte”,
p’ est la probabilité associée au dé équilibré (a priori c'est la probabilité uniforme),
p* est celle associée au dé pipé (la loi initiale est secondaire)

¢ le probléme — noté [0 — est d'estimer M a partir des observations y;.y

¢ avant on va s'intéresser au probléme — noté [J — d'estimation de |'état caché
en fonction des observations: a chaque jet observé y,, on veut déterminer si le
dé utilisé est pipé (L) ou non (F')

¢ le premier probléme a se poser est de savoir comment quantifier |'adéquation
entre un modéle M et les observations y;.n, il s'agit du probleme [

(ces problemes sont ici dans 'ordre décroissant de difficulté)
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® 3 PROBLEMES
O Evaluer le modéle M : M donné O calculer efficacement
LM) =Pu(Yi.xy =vy1.n)

(1 Estimer |'état de la chaine: Y1, = y1., et M donnés O calculer (de facon

récursive) |'état présent X,,, ou bien intermédiaire X, pour £ =1,..., N, ou la
suite d états Xy.n

O-a  (n,x) — Pu(X, = z|Y1, = y1) (filtrage)

O-b (n,z)— Pu(X, =z|Y.ny =y1.n) (lissage)

O-—c xi.xv = Pu(Xe.v = x1.8|Y1.8y = y1.v)  (trajectoire optimale)
[ Identifier le modeéle M : Y1.y = y1., donnés [ calculer le “meilleur” M

maximiser (localement) M +— L(M)
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e ALGORITHMIQUE HMM

¢ probléeme [ : équation progressive de Baum [0 [
¢ problémes [ :

[] équation progressive de Baum [ [I-a

[ équations progressive/rétrograde de Baum O [O-b

(1 algorithme de Viterbi (programmation dynamique) avec les équations pro-
gressive/rétrograde de Baum O [O—c

¢ probléme O : formules de réestimation de Baum—Welsh (algorithme EM) avec
les équations progressive/rétrograde de Baum) [0 [
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¢ variables progressive av et rétrograde (3 de Baum

QZ[yl:n] — IP)l\/l (Yl:n = Yimn, Xn — 37)
Belynstn] = Pu(Yotrn = Ynsrn|[Xn = )

Y1 Y2 Yn¥ntl YN-1 YN
n+1

1
04:7131+ [YI:n} T [Yn+1:N]

¢ équations progressive/rétrograde de Baum

n+1

ol y1.e1] comme fonction de allyy.,]

Bolyne1:n] comme fonction de 5g+1[yn+2:N]
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Pu(Yin =yin) = ) Vg Moo Tyoxy Yo - N

XLA&QYN
N\

7

2N—1)| x|V opérations—;rtrop lourd (exp. en N)

¢ variable progressive |aly1.n] = Pm(Y1m = Y1, Xp = )

récurrence

OZZ/_H[ylzn—l—l] — 9 Zﬂ-x,x’ O‘Z[ylzn] vxl cX

Yn+1
reX

condition initiale

aplyi] = v vy, Vred

¢ résultat |Pv(Yim = Yim) < D ,ev Qolyim)
¢ nombre d'opérations N |X|(2|X|+ 1)+ (|X| — 1) (linéaire en N)
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algorithme de Baum progressif

données:
observations yi.n

modele M = (v, 7, %)
initialisation:
1
pour & dans X faire o, < v, 9y,
itérations:
pourn =2 a N — 1 faire
pour x dans X faire
Oé:TL’L — w%n Zx’eX My! x OéZ’_
fin faire
fin faire
calcul de la loi:
N

Pu(Yin = yin) < D er O

1

ntl
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e VARIABLE PROGRESSIVE ET FILTRAGE

¢ loi de X,, sachant Y1., = V1.

T — IP)l\/l (Xn — Qj‘len — y1:n> — it [Y1:n]

Z ag,[ym] = O_é:r; [ylzn]

r'eX

¢ estimateur du maximum a posteriori (MAP) de X,, sachant Y1., = y1.,

X, € Arg max alyrn) = Arg max ally1g]

14
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— étant donnée |'observation yq.xy = 623213453 - - - 13 et un modéle M = (v, w, )

on calcule (efficacement) Py (Y1.y = 623213453 - - - 13) 4 I'aide de I'algorithme
de Baum progressif.

— On peut également calculer un estimation de |'état caché a I'aide du filtrage:

séquence observée 6 2 3 2 1 3 4 5 3 ---

étatestmé F F F F F P L L L ---

ceci se fait de maniére récursive: pour calculer I'estimée & l'indice n il suffit de
|'observation y,, et de I'estimée a l'indice n — 1



0-B: EQUATION RETROGRADE DE BAUM

¢ variable rétrograde

Belynsin] = Pu(Yos1n = yorrn| Xy = z)

récurrence (rétrograde)

ﬁg[yn—H:N] A Z 7T:1:,:1:’ Zp;};?—‘_l ﬁzl+1[yn+2:N] (\V/iﬁ - /Y)

condition finale

reX

BN 1 (Vo € X)

¢ dualité Y v & \Yin) B)Ynt1:n] ne dépend pas de n

¢ résultat

IP>|\/| (Yl:N = Yi:N, Xn — .CC)

a, [ylzn] By [Yn+1:N] =Yy [YLN]

f)/;Tr;L [yl:N]

P (Xn = 513‘|Y1:N — y1:N) = ] —. /7;?[}’1:N]

leex /Y;L/[ylzN
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0-B: EQUATION RETROGRADE DE BAUM

algorithme de Baum progressit/rétrograde

données:
uninstant 1 <n < N

observations yi.y
modéle M = (v, m, 1))
on utilise I'algorithme progressif
initialisation:
pour = dans X faire BY < 1
itérations:
pour £ =N —1an+ 1 faire
pour x dans X faire
(+1
By 4 Dwex Taw Y™ By’
fin faire
fin faire
calcul de la loi:

C «+ er/y OZZ 5;14_1
Pu (X, = 2|Yi.v = yry) ¢ C Lot gt
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e VARIABLES PROGRESSIVE/RETROGRADE ET LISSAGE

¢ loi de X,, sachant Y1.y = y1.N

r = Pu(X, = 2|Y.xy = yi.n) = Y [y1:n]

Y
G] GZ an—l an Bn Bn+] BN—I BN
f T T T T T !
1 2 e n—1 n n+l e N-1 N

équation progressive de Baum équation rétrograde de Baum
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I'aide du lissage :

a
2 1 3453+ 13
FFFLLL:--FF
1

On peut calculer une nouvelle estimation de |'état caché
séquence observée 6 2 3
état estimé par filtrage (Baum progressif) F' F' F

état estimé par lissage (Baum rétrograde) ~FLLL---FF

ceci ne peut se faire de maniére récursive: |'horizon N est fixé, on effectue un
“aller” avec |'équation progressive jusqu'a I'indice IV et un “retour’ avec |'équation

rétrograde
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¢ estimateur local du maximum a posteriori (LMAP)
Ko™ (yiv) € Argmax iyl

¢ trajectoire "incohérente” : X{\" peut étre incohérente avec le modéle

on peut avoir X" = x et X" = 2’ alors que 7, ,» = 0 (la transition de x
vers &’ est impossible pour le modéle M)

¢ estimateur du maximum a posteriori (MAP)

Un(yry) = Arg max Pu(Xy.y = x4 Y8 = y1.8)
Xl:NEXN

O algorithme de Viterbi: calcul “efficace” de X{*%(y1.n)
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¢ formule de Bayes =

Argmax Py(Xy.ny = x1.n, Yi.n = yi.n) = Argmax Py (Xi.y = x1.8|Y1.8 = y1.8)
X1:N X1:N

¢ fonction valeur 6[y1.n] := max Py (X101 = X101, Xpn = 2, Y10 = Y1)
X1:n—1
¢ programmation dynamique
5;&#1[)/1:%1] — ¢Z7+1 X MaX Ty, o/ 5Z[y1n] ) 6315[)/1] — Uy ¢¥1

reX
on pose

]71('17,) — Al”g maX{ﬂ-x x! 52[}’17’5]}
reX ’

— parmi toutes les trajectoires qui aboutissent dans |'état 2’ a I'instant n+1, la

trajectoire de plus grande probabilité est passée dans I'état I,,(z') a l'instant
précédent n

—la transition de |'état I,(z') vers |'état x' est possible pour le modéle:
T, ("), 2! > ()
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¢ trajectoire optimale

maX]P’M (XI:N = X1:N,Y1:N — Y1:N) —
X1:N

— m;lxxmax P (Xl:N—l = X|:N—1, AN = T, Y1.n = Y1:N)
1:N—1

N
— mhax 0y [y1:n] -

donc

X" = Argmax 62 [y n]

reX
de proche en proche, on en déduit que la trajectoire optimale est passée dans
|"état
Xu' = In(Xp5)

alinstant 1 <n< N
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algorithme de Viterbi

données:

observations yi.y
modeéle M = (v, m, 1))
initialisation:
pour z dans X faire 6. < v, ¢
itérations:
pourn=13a N — 1 faire
pour ' dans X faire
L,(2") < Arg maxyex{m; » 0 }
n+1 Yn+1
5Z' <_ wx/ an(x/)7x/ 5?n(xl)
fin faire
fin faire
calcul de la trajectoire optimale:
XMAP < Arg max,ex 62
pour n =N — 1 a1 faire
MAP MAP
_ Xn A ]n(xn-l-l)
fin faire
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aller

()

(ii)

)i 2 3 4.. retour

(iii)
(4) dans la phase aller: pour z € {F, L} on calcule I,(x) et 6" (n=1,2,..., N)

(44) a la fin de la séquence: on calcule 6% et 07 le premier des deux est le plus
grand

(741) dans la phase retour : partant de F' de proche en proche et a reculons on calcule
|a trajectoire optimale (n =N —1,N —2,...,1)
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e MAXIMUM DE VRAISEMBLANCE
M qui maximise (localement)

M = £(M) 2 Pu(Yin = yim)

[1 méthode de réestimation de Baum—Welsh (forme de I'algorithme EM)

&n wlyrn] = Pu(X, = 2, X1 = 2'[Yi.n = yin)

(se calcule en fonction de ar et ()

Z Z Ealyrn] = Z Ve lyrn] = Eu ( Z Ix,=2|Y1:n = Y1:N>
n=1:N z'eX n=1:N n=1:N
Z Z fg,x' [y1:n] ly,= = Z Yo [Y1:N] 1y,=y = Ewm ( Z ]-Xn:x,Yn:y‘Yl:N = y1:N>
n=1:N z'eX n=1:N n=1:N

Z fg@’[yl:]\f] — EM( Z 1{Xn=x,Xn+1=x’}

Yl:N — yl:N)
n=1:N-1 n=1:N-1
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e LLE POINT CLEF DE LALGO EM

Mg, M) — Mq. M
log LIM) — log L(Mg) = 9(Mo, M) = ©(My, Mo) + H (Mo, M)
Py, (Y18 = y1:n)
ou
Q(Mg,M) = Z Py, (Xi:v = x1:3, Yi.n = y1:v) log Py (X1.8 = X137, Y18 = Y1:N)
T S

H(Mg, M) est /'entropie relative (ou “distance” de Kullback—Leibler) des lois condi-
tionnelles de Xy.ny sachant Y.y sous le modéle My et sous le modéle M (c'est
positif et nul ssi les lois sont identiques)

O(Mo, M) > Q(Mg, M) = L(M) > L(M)
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e UALGO EM
algo itératif de maximisation (locale) de la vraisemblance:

MEHD  Arg max QM™) M)

'itération (k) — (k4 1) se fait en deux étapes
E (expectation) calcul de la fonction M — Q(Mgy, M)

M (maximization) maximisation de la fonction M +— Q(My, M)

n'a d'intérét que si ces étapes sont explicites ou simples (ici |'étape (E) est simple,
'étape (M) est explicite)
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M

i

L (M)

Q(M1,M)

Q (MO, M)

MO M1 M2 M* _
optimum local optimum global
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réestimation M) = (v, 7r,4¢) — (7, 7,9) = MF+D

Uply1n] = 5;[}’1:1\[]
anl:N—l gg,a:’[yliN]
anl:N—l ”_YQ[YLN]

anl:N—l ’_YZ[YLN] 1yn=y
anl:N—l 73[Y1:N]

7_-‘-:1:,:1:’ [yI:N] —

1;5%[}’1:1\[] —

interprétation

EM(k) (1X1::1:|Y1:N — yl:N)

Dx[ylzN] — |X|

7. Ay = By (Q_n=1.81 Ixu=a Ix =/ Y1:00 = Y1:8)
o | EM(k) <Zn:1:N—1 1Xn:$‘Y13N — yliN)
. Fay (O v Ix=z 1y, = | Y180 = yi.n
¢z[Y1:N] _ M 1:N—1 ?J‘ >

Ewk) (Zn:l:N—l 1Xn:x\Y1:N — Y1:N)
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e CONVERGENCE DE L’ALGORITHME EM
— soit M) est un point critique de la fonction de vraisemblance
VME(M)‘M:M(@ =0
et alors MU+ = M)

— soit le modele M +1) est (strictement) plus vraisemblable au sens o

L(MEFDY > £(M*)

donc limppee M) = M maximum local de la fonction de vraisemblance
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[ on passe tout au log!
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e MiM1 LES ILOTS C+Q

Q0 - x>

Q0 - x>

A

T

G

C

0.30

0.21

0.23

0.21

0.17

0.30

0.30

0.23

0.25

0.20

0.30

0.25

0.32

0.23

0.08

0.30

A

T

G

C

0.18

0.12

0.43

0.27

0.08

0.13

0.38

0.36

0.16

0.13

0.37

0.34

0.17

0.19

0.27

0.37

zone sans flot : dans le nucléotide CG le C mute
souvent en T (méthylation)

Lt

zone 3 ilots: dans les zones du génome pré-
cédant un géne, le phénoméne de méthylation
disparait, la proportion de dinucléotides CG est
donc plus importante (notation C+G ou CpG)
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® M1M2 identifier des zones homogeénes dans une séquence de trinucléotides ("3
la Florence Muri” — RHOM)

trajectoire d’états cachés a reconstruire

plwu) état caché u
>0 »0»0»0 -

p(v,u) p(u,v) état caché v

O>0>0>0>0>0»0

p(v,v) p(v,v)
(2 états cachés
q(u,CAT)
[N\
AGATT[CA|T GGTCAATCA

séquence d’ADN observée



APPLICATION : MODELISATION D'UN MOTIF

® dans une séquence d'’ADN un “motif” détermine une fonction

seq. 1
s€q. 2
seq. 3
séq. 4
S€q. O

e ALIGNEMENT MULTIPLE
seq. 1
s€q. 2
Séq. 3
séq. 4
S€q. O

34

A

= = >
QO QO
Q= = = >
Q= Q=

= o= > - >
QO Q.
Q= = = >

C

A

aQ = |

(@]

T

C
A
T
A

G

T
G
C
T

A
C

= > > >
= -1 & 1
Q QO M@

T

C



APPLICATION : MODELISATION D'UN MOTIF

® [EXPRESSION REGULIERE

site 1 2 3 insertion 4 5 6
6.1 ACA---ATGQG
%.2 TCAACTATOC
S€q. 3 ACAC--AGC
6.4 A GA---ATC
6.5 ACCG--ATEC
donne ['expression réguliére \[_é}"_]/ \[Eg_]/ \[_ég_]/ [ATGC] * \\Ap

¢ [AT] est Aou T

¢ [ATGC] * est n'importe quelle lettre, n'importe quelle longueur

¢ de |'expression réguliére on tire:
—le consensus: A CAC - -ATC
— I'exceptionnelle: T GCT - - AGG
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e [LES ETATS

AAC A ---ATG pas d'insertion

T C AACTA T C 3 insertions

AAC AC-- A G C 1 insertion

AAG A ---ATC pas d'insertion

AAC CG-- AT C 1 insertion

e1 €2 €3 €4 €5 € €7 / états: ey représente |'état ‘insertion”

e [LES PROBABILITES DE TRANSITION
¢ les transitions e — €9, €9 —> €3, €5 —> €5, €6 — €7 se font avec probabilité 1
¢ dans les séq. 1 et 4 on passe directement de e3 a e5 dans les autres on passe de
€3 aey:

IP(X4 — 65‘X3 — 63) — % =1- P<X4 — 64‘)(3 — 63)
¢ quand on est en “zone d'insertion” (état e4), on a deux possibilités de rester en
“insertion” contre 3 d'en sortir. Donc 5 possibilités en tout :

]P)(X5 — 64‘X4 — 64) — % =1-— P<X5 — 65‘X4 — 64)
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e [.LES PROBABILITES D'EMISSION

ACA- - -ATG

TCAA CTATC

ACAC - -AGC

AGA- - —ATC

ACCG - -ATC

A A AU Dans |'état d'insertion e4 on compte cha-
40 4 50 0 cune des lettres dans tcl)ute la zone (ici 1, 1,
10 0 04 0 1, 2), pour les autres états on comptes les
01 0 01 1 :gttres dans la colonne. Ensuite on norma-

DO — — = <



APPLICATION : MODELISATION D'UN MOTIF

e DE IEXPRESSION REGULIERE A I HMM

Q

e

_"partie insertion-.

w

A
Tm
G

Q

=)
=)

cooo

ococoo
cocoo

[}

début

P(ACACATC)

P(TGCTAGG)

A
T
G
C

P(Y; =AY>s=C,Ys =AY, =CYs=AYs=T,Y; =C)

]P)(Xl = 61) ]P(XQ = 62‘)(1 = 61) P(Xg = 63‘)(2 = 62) ]P)(X4 = 64‘)(3 = 63) ]P)(X5 = 65‘)(4 = 64)
]P)(XG = 66|X5 = 65) ]P)(X7 = 67|X6 = 66)

P(Y; = AIXy =1)P(Yy =C| Xy =2) P(Y5 = Al X3 = 3) P(Yy = C|Xy = 4)
P(Ys = AIX; =5)P(Ye = T|Xs = 6) P(Ye = T|X; = T7)
= (1.0x 1.0 x 1.0 x 0.6 x 0.6 x 1.0 x 1.0) x

(0.8 0.8 x0.8x 0.4 % 1.0x0.8x0.8) ~0.047
~ (0.000023

[1 dépend de la longueur de la suite (et sont petits)

coo-=
=)
=)
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® SCORE LOG-ODDS

P(Yi.n = yi:n)
Po(Yi.n = yi:n)

IP: probabilité sous le modéle en cours

Py : probabilité sous le modeéle nul (i.i.d i, i, %, %) c—a—d quelque soit la séquence
observée logPy(Yi.x = y1.n) = N logi (le modele nul est plus souvent la fré-
quence moyenne des nucléotides dans toute la séquence)

score(yq.y) = log =logP(Y1.x =yin) — logPo(Yi.n = yi:n)

séquences probabilités score log—odds
consensus ACAC--ATC 0.047 6.7 I
séquences ACA---ATG 0.033 49 I
d’origine TCAACTATC 0.00075 3.0 I
ACAC--AGC 0.012 59 I
AGA---ATC 0.033 49 I
ACCG--ATC 0.0059 4.6 I
exceptionnelle TGCT--AGG 0.000023 -0.97 -
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e LOCALISATION DU MOTIF DANS DES SEQUENCES QUELCONQUES
¢ en dehors du motif la distribution des nucléotides est uniforme et indépendante
¢ les motifs ne se chevauchent pas

¢ on utilise alors |'algo de Viterbi
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